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Deep Learning
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Deep Learning의 성공

Deep Learning

- 최근 10년동안 굉장한 성과를 얻은 기계학습 방법

- 2012년 ImageNet challenge에서 매우 뛰어난 이미지 분류 정확도 달성

- 2016년 AlphaGo 가 이세돌을 이기는 결과로 세상을 놀라게 함

- GAN, Diffusion model 등의 등장으로 생성형 AI의 시대가 열림

- 2022년 ChatGPT의 등장으로 다시 한번 AI가 세상에 충격을 줌
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Machine Learning
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Deep Learning

Neural Networks

- 원과 선으로 구성된 계층적 구조를 가진 형태의 함수 표현 방법

- 유연하며 다양한 형태의 함수를 표현 가능

6Li et al, CS231 Lecture note



원과 선의 의미

선: edge, arrow,..

- 각 선은 각각의 값을 가지고 있으며 화살표 방향으로 흘러오는 정보에 해당 값
을 곱함

원:Neuron

- 흘러 들어오는 정보를 모두 더한 후 non-linear activation function에 통과시킴

7



Uncertainty
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Safety

Self-driving car를 만든다고 생각합시다

- 100% 신뢰 할 수 있는 판단을 할까요?

- 애매한 상황이 없을까요?

- 애매하다는 것은 어떻게 측정할 수 있을까요?
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의료 AI

의료 AI 의 판단

- 100% 신뢰 할 수 있는 판단을 할까요?

- 애매한 상황이 없을까요?

- 애매하다는 것은 어떻게 측정할 수 있을까요?
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Softmax & Calibration
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Classification & Softmax
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이미지 분류 문제

Softmax

- Classification 문제에서 우리는 흔히 softmax를 활용하여 구현

- softmax는 확률적인 output을 만든다고 생각됨

Neural Network

개

고양이

원숭이

1

-1

5

Score
(logit ‘z’)

softmax

0.02

0.98

0.00



Neural Network Training 

Data (𝑥𝑖 , 𝑦𝑖)를 바탕으로 Parameter (𝜃)를 학습시키면,

1. Loss function 을 정의한다. (negative log-likelihood)

2. Loss function 을 최적화한다. (maximum likelihood)

고정된 parameter 학습
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Calibration
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Guo et al “On Calibration of Modern Neural Networks”

Softmax 를 믿는가?

- Overconfidence한 특징

- Confidence 조정이 필요

Calibration 개선 방법?

- Logit scaling (temperature)

- Model Ensemble

- Data augmentation



강수 예측

15
Sønderby et al “MetNet: A Neural Weather Model for Precipitation Forecasting”

각 지역의 강수 예측을 표현하는 방법

- 예상되는 강수량

- 강수 확률

딥러닝을 활용한 강수 예측

- Softmax를 바탕으로 강수 확률 예측

- 기존 수치 모델과 다른
형태의 확률 표현



Bayesian Neural Network
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Weight Uncertainty in Neural Networks

Neural Net의 weight들을 확률적인 분포로 표현

- Posterior 구하는 것이 매우 어려움

- Variational Inference, Monte-Carlo 와 reparameterization trick을 활용

학습 방법

- 모든 parameter는 독립적인 gaussian 분포를 따른다고 가정

- Monte-Carlo Sampling과 reparameterization trick을 활용하여 mean variance
학습

활용

- MC sampling을 통하여
output 분포 확인

17Blundell, Charles, et al. "Weight uncertainty in neural network." ICML2015



Deep Ensembles

Ensembles

- 다수의 Neural Net을 학습하여 해당 결과들을 활용

- 다수의 Neural Net이 같은 예측을 하도록 학습이 되면 이득이 없음

- 기존 ML에서는 bagging (bootstrapping) 을 활용하여 각 학습의 독립성 확보

- NN은 random initialization과 data shuffling으로 독립성 확보 가능

Deep Ensemble

- 여러 NN을 다른 random initialization과 shuffling으로 학습한 후 해당 결과를
바탕으로 output의 uncertainty 를 측정

- Random initialization과 shuffling만으로 충분한가?

- 성능을 높이기 위한 다른 시도들이 가능

- Adversarial training, SVGD 등이 시도됨

18Balaji Lakshminarayanan et al “Simple and Scalable Predictive Uncertainty Estimation using Deep Ensembles” NeurIPS2017



SWAG (Stochastic Weight Averaging – Gaussian)

Stochastic Weight Averaging

- Stochastic Gradient의 학습 방법의 random 성을 활용

- 사전 학습된 네트워크로 추가 SGD 수행

- 특정 Epoch 후 파라미터를 저장 x ′𝑇′ 반복 → 복수 파라미터 샘플 획득

Inference

- 얻어진 평균/분산을 활용하여 파라미터를 샘플링 이후 𝑝 𝑦 𝐷𝑎𝑡𝑎 =
σ𝑖 𝑝 𝑦 𝜃𝑖 =σ𝑝 𝑦 𝜃, 𝐷𝑎𝑡𝑎 𝑝(𝜃|𝐷𝑎𝑡𝑎)로 Predictive distribution얻음

19Maddox, Wesley J., et al. "A simple baseline for bayesian uncertainty in deep learning." NeurIPS2019



MC Dropout

Dropout

- Overfitting을 방지하기 위하여 neuron들을 random하게 지우는 학습 방법

Variational Inference with dropout

- Parameter들의 posterior 분포는 dropout과 마찬가지로 random하게 0이 되는
분포를 따른다고 가정

- 일반적인 dropout 학습 방법과 일치

MC dropout

- Inference시 학습과 같은 dropout을 통하여
확률적인 Output 표현 가능

20Yarin Gal et al “Dropout as a Bayesian Approximation: Representing Model Uncertainty in Deep Learning” ICML2016



Neural Process
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Gaussian Process

Gaussian Process

- 함수를 확률적으로 표현 할 수 있는 좋은 방법

- 관측 data를 바탕으로 kernel 기반의 확률 모형으로 모든 공간의 uncertainty 와
평균값을 표현 가능

- 관측 data의 수가 늘어나면 연산 복잡도가 매우 증가

22Williams, Christopher KI, and Carl Edward Rasmussen. Gaussian processes for machine learning. MIT press, 2006.



Gaussian Process

Gaussian Process는 다양한 활용
예시가 존재

- Uncertainty 와 expectation
값을 data point의 수에 상관
없이 계산 가능하며, data poi
nt의 수가 늘어나면 expectati
on은 더 정교해지고 uncertain
ty는 줄어듬

- GP를 활용하면 sample 
efficient한 Bayesian 
optimization 구현 가능

23



Neural Process

Neural Processes

- Gaussian Process는 훌륭한 uncertainty를 계산할 수 있는 방법이지만 연산 복잡
도가 큰 단점임

- Neural Net을 활용하여 Gaussian Process를 근사하는 방법

Main questions :

- Gaussian Process의 핵심 idea인 kernel과 이를 활용한 data 상관성 표현을 어떻
게 Neural Net으로 구현할까?

- 연산의 복잡성을 어떻게 낮출 수 있을까?

- Uncertainty를 어떻게 표현 할 수 있을까?
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Conditional Neural Process
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Data set의 정보를 취합하여 이것을
inference에 활용

Output을 표현하는 mean, variance를
neural network로 표현

Meta learning과 같은 방법으로 가장 정
확하게 새로운 input에 대한 inference를
할 수 있는 parameter 학습

ANP (Kim et al 2019), NP with 
Stochastic Attention (Kim et al 2021) 등
의 후속 논문에서 더욱 더 GP와 같이 비
슷한 혹은 근처의 X의 영향을 받도록 설
계

Garnelo, Marta, et al. "Conditional neural processes." ICML2018



Neural Process와 보간

비 관측지역 예측 및 불확실성 측정
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Conclusion
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결론

Deep Learning

- 놀라운 성능으로 큰 주목을 받고 있음

- Neural Network들이 만들어 내는 결과의 불확실성을 이해하려는 노력이 많음

Softmax Calibration

- 분류 문제에서 Neural Network들은 softmax 를 활용하여 확률 형태로 표현

- Softmax의 표현이 실제 확률과 거리가 있으며 이를 조절하기 위한 추가 장치 필
요

Bayesian Neural Network

- Neural Network를 확률적으로 이해하기 위하여 random한 ensemble 모형 설계

- Ensemble 결과를 바탕으로 결과물에 대한 확률적 이해

Neural Process

- Gaussian Process와 비슷한 방법으로 확률적인 표현
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시사점 및 향후과제

통계와 딥러닝

- 딥러닝 알고리즘의 결과 및 데이터 해석을 위한 통계적 접근의 중요성이 높아짐

- 딥러닝 사용자에 대한 통계 교육과 통계학자들의 딥러닝 이해가 모두 중요

해석 가능한 인공지능

- 복잡한 딥러닝의 판단을 해석하는 방법의 중요성

- 통계적인 불확실성을 정확하게 표현하고 신뢰 가능성을 표시 하는 방법 필요

데이터 오염 및 편향성

- 학습 데이터의 신뢰도 및 편향성 문제

- 데이터 오염 및 편향성을 측정 하는 방법 연구 필요

- 알고리즘의 편향성을 측정하고 보정하는 방법 연구 필요
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